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Mots-clés : Apprentissage par Renforcement, Simulation, Planification de mission

Département : Conception et Conduite de véhicules Aéronautiques et Spatiaux (DCAS)

Dans le cadre de ses activités de simulation d’avions de combat et d’hélicoptères,  SOGITEC
souhaite renforcer, en collaboration avec ISAE-SUPAERO, sa capacité à modéliser et simuler le
comportement des forces en présence à l’aide de techniques d’intelligence artificielle.

CONTEXTE : 
Les simulateurs développés par les équipes de  SOGITEC s’appuient sur un serveur tactique

pour  animer  les  entités  aériennes,  terrestres  et  navales  présentes  sur  le  théâtre  d’opérations
virtuel. Pour un opérateur ou un moniteur simulation, paramétrer chacune de ces entités requiert
un travail fastidieux pour obtenir le résultat souhaité en termes de déplacement ou réaction. En
effet plusieurs facteurs peuvent impacter les actions et mouvements des aéronefs ou des véhicules
(leur  mission  principale,  la  collaboration,  la  présence  d’ennemis  à  «  proximité  »,  les  armes
disponibles,  etc.).  Pour  les  prendre  en  compte,  un  système  de  règles  paramétrables  et
assemblables est proposé lors de la création des scénarios d’engagements. Leur mise en œuvre
dans  le  poste  instructeur  et  la  combinatoire  des  conditions  possibles  au  cours  d’un  exercice
rendent cette étape laborieuse.

Depuis  plusieurs  années,  SOGITEC investigue  des  méthodes  d’apprentissage  machine  afin
d’envisager  un contrôle  plus  intuitif  des  entités programmables.  Les  algorithmes employés  ont
jusqu’ici produit des résultats prometteurs concernant le pilotage d’un aéronef, l’évitement d’une

Thèse CIFRE :
Contrôle par intelligence artificielle des entités virtuelles d’un
simulateur de vol afin d’atteindre les objectifs de leur mission



menace  (aérienne  ou  anti-aérienne),  l’affrontement  d’un  ennemi,  toutefois  dans  un  contexte
simplifié, contraint et limité (duel un contre un, nombre de batteries fixe par exemple). Pour cette
raison,  l’entreprise  souhaite  poursuivre ses  travaux  de recherche afin d’identifier  des solutions
flexibles  capables  de  passer  à  l’échelle  (plus  grand  nombre  d’entités,  diversité  des
missions/situations). 

Dans ce contexte SOGITEC et ISAE-SUPAERO souhaitent travailler en collaboration pour lever
les verrous technologiques correspondants :

 Recenser les missions d’intérêt, identifier le meilleur moyen de modéliser ces missions et de
les paramétrer par un utilisateur.

 Identifier  l’architecture  algorithmique  de  contrôle  des  entités  (déplacements,  actions
concourant au succès de la mission et réactions aux événements). 

 Statuer sur le niveau de contrôle approprié (bas/haut-niveau (commandes de vol / opération
/ tactique) ? Raisonnement global ou par hiérarchie de tâches (sur l’ensemble de la mission
ou par succession d’étapes/comportement élémentaires) ? Etc. 

 Evaluer  la  scalabilité/portabilité  de  la  solution  (indépendance  de  celle-ci  par  rapport  au
scénario). On se consacrera initialement aux aéronefs à voilures fixes et tournantes, mais,
même  dans  ce  contexte,  l’architecture  de  contrôle  basée  IA  doit  pouvoir  s’appliquer  à
différents avions, armements, scénarios. Dans l’idéal, les fondements théoriques dégagés au
cours de la thèse devront  pouvoir  s’appliquer à d’autres natures d’entités (terrestres ou
navales).

ETAT-DE-L’ART : 
Les  développements  récents  dans  le  domaine  de  l’intelligence  artificielle,  en  particulier,

poussés par l’apprentissage par renforcement profond démontrent des résultats impressionnants
dans des scénarios de confrontations compétitifs. Par exemple, des agents artificiels produisent
des politiques qui ont atteint (voir dépassé) la performance humaine dans des jeux tels que les
échecs [1], Go [2], Dota 2 ou StarCraft II [3]. Ces agents sont souvent entraînés avec une approche
de  type  self-play  [20]  –  l'agent  joue  contre  d’anciennes  versions  de  lui-même  et  apprend  à
améliorer, au fur et à mesure des itérations, ses choix pour maximiser sa performance.

Toutefois, dans un cadre multi-agents, où plusieurs entités doivent collaborer pour affronter
d’autres entités,  les solutions sont encore naissantes.  Plus complexes que les cadres purement
collaboratifs ou compétitifs, ces scénarios posent des problèmes décisionnels imbriqués : Quelle
stratégie/action  déployer  bénéfiques  également  pour  mon/mes  co-équipier(s)  ?  Quelle



stratégie/action  déployer  pour  vaincre  mon/mes  opposant(s)  ?   Quel  impact/contribution
représente mon action ? Puis-je communiquer avec mon/mes co-équipiers pour coordonner mes
actions  ?  Généralement,  ce  type  de  problème  mixte  nécessite  d’apprendre  des  stratégies
individuelles  permettant  une  coordination  dans  des  environnements  complexes.  Notez  que  la
combinatoire  état(s)-action(s)  du  problème  de  décision  associé  devient  prohibitive ;  de  plus
l’observabilité  et  la  contrôlabilité  ne  sont  que  partielles,  et  encore  certaines  incertitudes  sont
présentes, en particulier vis-à-vis de la stratégie ou des actions des opposants.

En  termes  de  cadre  théorique,  l’élargissement  des  techniques  d’apprentissage  par
renforcement, basées sur les processus décisionnels de Markov, à des systèmes coopératifs et/ou
compétitifs  multi-agents  conduit  aux  jeux  stochastiques  ainsi  que  les  méthodes  de  résolution
associées,  pour  la  plupart,  issues  du  domaine  de  la  théorie  des  jeux  [23].  Sous  certaines
hypothèses --  les agents peuvent observer les actions et  les récompenses des autres agents --
apprendre à se coordonner revient à apprendre des équilibres dans des jeux à n joueurs [24,25],
c’est-à-dire  des  politiques  d’action  conjointe.  Toutefois,  dans  le  contexte
d'observabilité/contrôlabilité  partielle  nous  parlons  alors  de  jeux  stochastiques  partiellement
observables, une généralisation des processus décisionnels de Markov partiellement observables.
Ce cadre  requiert  un apprentissage de politiques décentralisées qui  dépendent seulement des
actions et des observations de chacune des entités [23], ou qui peuvent éventuellement s’appuyer
sur la communication entre agents pour favoriser la coordination [26]. Notez que, la recherche des
politiques  décentralisées  est  aussi  une  approche  permettant  de  traiter  la  combinatoire  du
problème de décision globale (espace d'actions conjointes) qui grandit de manière exponentielle
avec le nombre d'entités.

Dans le cadre de l’apprentissage par renforcement multi-agents, l’entraînement centralisé pour
une exécution décentralisée (CTDE) est devenu l’approche la plus utilisée [4,19] dans des scénarios
coopératifs, compétitifs ou mixtes. Il permet un apprentissage cohérent de stratégies qui pourront
par  la  suite  être  déployées  de  façon  décentralisée.  Par  exemple  l’algorithme  QMIX  [5]  et  ses
variantes [6-9] intègre les fonctions Q individuelles afin d'évaluer l’action conjointe, puis propose
des techniques pour la mise à jour des fonctions Q individuelles.  Ainsi,  les agents apprennent
individuellement à favoriser les actions qui contribuent à l'objectif de l’équipe. Un autre exemple
est  l'algorithme  Multi-Agents  PPO  [10]  qui  a  démontré  son  efficacité  dans  la  gestion
d'environnements  multi-agents  coopératifs  et  dans  des  scénarios  impliquant  des  récompenses



partagées  et  des  actions  coordonnées  à  partir  d'observations  décentralisées.  Ceci  permet
d’apprendre directement des politiques individuelles à partir d'observation locales. 

Toutefois,  l’entraînement  des  pilotes  d’avions  de  combat  nécessite  un  environnement  de
simulation représentatif  de la dynamique de l’ensemble des entités présentes.  La communauté
scientifique  propose  des  simulateurs  basés  sur  des  jeux  grand public  [4],  certains  adaptés  au
combat aérien [11, 12, 22] avec des dépôts disponibles en ligne1,2. Ces simulateurs souvent basés
sur des moteurs graphiques (p.ex. Unity) incluant des simulateurs de vol (p.ex. JSBSim) permettant
ainsi un rendu et des dynamiques assez réalistes. Les simulateurs professionnels ne se contentent
pas du réalisme visuel. Ils y associent également celui des avions, de leurs sous-systèmes (senseurs,
armements, brouilleurs, etc), et des relations entre équipiers.

Dans ce contexte de la  simulation de vol,  une question à se poser  concerne le  niveau de
contrôle à apprendre. Les approches hiérarchiques, telles que celles proposées dans des travaux
récents  [12-13,17,18,19],  s’appuient  sur  une  décomposition  haut  et  bas  niveau  séparant
respectivement le raisonnement tactique et les actions de manœuvre. Ces approches démontrent
des performances prometteuses. À noter que les manœuvres (de bas niveau) sont souvent des
politiques  heuristiques  [14]  ou  pré-entraînées  [15],  permettant  d'atteindre  un  objectif  relatif,
comme par  exemple,  un opposant  ou  une cible  au sol.  Ainsi,  le  plus  haut  niveau explore  des
stratégies tactiques, c’est-à-dire, vers quel objectif aller ou poursuivre sans s'occuper de comment y
aller. D’autres approches explorent une abstraction de l’environnement qui est représenté par un
graphe [16] capturant ainsi des informations de plus haut niveau sur les positions relatives entre
agents et une décomposition à trois niveaux (haut, moyen et bas) permettant un passage à l’échelle
allant du 1 vs 1 au 8 vs 8. 

Malgré les résultats encourageants de ces approches récentes, des limitations existent encore.
Nous pouvons en citer quelques-unes : (i)  le nombre d’agents considérés se limite encore à un
“petit”  nombre par rapport à des scénarios à plus grande échelle; (ii)  l’homogénéité des agents
considérés - ces approches considèrent des équipes de taille fixe et composées par des agents
ayant  les  mêmes capacités  ;  (iii)  les  politiques  initiales  et  les  fonctions  de  récompenses  -  des
fonctions nécessaires aux apprentissages qui sont encore difficiles à définir.

1 https://github.com/snu-larr/CloseAirCombat  

2 https://github.com/jpadantas/machine-learning-bvr-air-combat  

https://github.com/jpadantas/machine-learning-bvr-air-combat
https://github.com/snu-larr/CloseAirCombat


OBJECTIF : 
Dans ce contexte, cette thèse vise à adresser certains de ces verrous scientifiques en explorant :

1) Des abstractions d’état, tels que les graphes, pour représenter une situation tactique plutôt
que des positions (continues) d’agents [16,18].

2) Des architectures d’apprentissage par renforcement hiérarchique exploitant le pouvoir de
raisonnement  séquentiel  sous  incertitude  afin  de  proposer  des  stratégies  robustes  aux
différents comportements tactiques des opposants [17,18,20,21].

3) L'initialisation de politiques explorant des heuristiques [14] ou des politiques dites expertes
définies à l'aide du savoir-faire des pilotes [16,17].

4) La prise en compte d’équipes d’agents hétérogènes, composées par exemple par des entités
avec différentes capacités, rôles, etc, et des équipes de tailles variables [18].

PROGRAMME DE TRAVAIL : 
La première année sera dédiée à une revue de l’état de l’art, une prise en main des approches

courantes  de  la  littérature  et  la  mise  en  œuvre  d’un  simulateur  permettant  l’apprentissage
centralisée  pour  une  exécution  distribuée.  Une  attention  spéciale  sera  donnée aux  approches
d’apprentissage  par  renforcement  hiérarchique  permettant  le  passage  à  l’échelle.  La  seconde
année se concentrera sur les méthodes d’abstraction et aux heuristiques pour l’initialisation des
politiques  d’entités  ainsi  que  leur  utilisation  au  sein  d’une  approche  d’apprentissage  par
renforcement  hiérarchique.  La  troisième année sera  dédiée  à  une extension  vers  des  équipes
hétérogènes et à la rédaction de la thèse.

PROFIL DU CANDIDAT : 
Le candidat devra disposer d’un diplôme d’ingénieur ou d’un diplôme universitaire de

niveau Bac+5 M2 recherche ou avec une expérience avérée de recherche (obligatoire). 

Cadre de travail :
Le  candidat  sera  rattaché(e)  à  la  Direction  des  Simulations  à  SOGITEC,  et  sera  sous  la

responsabilité de son chef de service. En tant que doctorant spécialisé dans l’IA, il  doit  être en
capacité d’imaginer de nouvelles solutions dans ce domaine, adaptées à nos problématiques. Le
candidat sera également inscrit à l’ISAE-SUPAERO, Université de Toulouse, qui sera son laboratoire
d’accueil doctoral. Il sera rattaché(e) au département DCAS, sous la supervision de ses directeurs de
thèse.



Le candidat participera également à des projets stratégiques intégrant (non exhaustif) le Deep
Learning avancé,  Apprentissage par Renforcement (RL)  ou encore l’IA générative et modèles de
langage (LLM), et sera en en étroite collaboration avec les équipes techniques et métiers afin de
transformer les besoins fonctionnels en solutions algorithmiques performantes et industrialisables
chez SOGITEC.

Dans  ce  cadre,  le  candidat  réalisera  des  travaux  d'études  bibliographiques,  d'études
algorithmiques,  de  prototypage,  de  développement  logiciel,  de  spécification  logicielle,
d'architecture et conception, de test des solutions (robustesse, performance, etc), de rédaction de
publications (et participation à des conférences du domaine).

Compétences scientifiques et techniques recherchées :
 Fondamentaux scientifiques (mathématique, statistique, probabilité, algèbre, optimisation

numérique…)  et  techniques  de  développement  logiciel  (langages  programmation  C++,
Python, algorithmie en général…) solides

 Deep Learning, réseaux de neurones, méthodes d’entraînement…
 Planification sous incertitude, Décision Séquentielle, Apprentissage par renforcement...
 IA Générative & LLM (Transformers, Prompt engineering, RAG, Fine-tuning, Agentique…)
 Industrialisation & MLOps (Hardware et Infrastructure, CI/CD, déploiement des modèles en

production, Monitoring).

Compétences relationnelles et non techniques recherchées :
 De curiosité scientifique et technique, pour le secteur défense en particulier.
 D’adaptation (au domaine de l’aéronautique et la simulation de vol, à la complexité du sujet, 

à la diversité des compétences requises). 
 D’appétences pour les défis technologiques. De capacités d’abstraction du problème posé.
 De prise de recul et d’anticipation. D’autonomie et de proposition d’idées. D’aisance 

organisationnelle et relationnelle.

DURÉE :  36 MOIS
RESPONSABLES DU SUJET :
NOM : Caroline CHANEL, Nicolas DROUGARD et Reynald DUMONT
E-MAIL :  caroline.chanel@isae-supaero.fr 

    nicolas.drougard@isae-supaero.fr
    rdumont@sogitec.fr 

mailto:rdumont@sogitec.fr
mailto:caroline.chanel@isae-supaero.fr


MODALITÉS DE CANDIDATURE : Le CV du candidat accompagné d’une lettre de motivation, 
mettant en valeur les compétences et expériences en lien avec le sujet de thèse, doivent 
être envoyés aux responsables du sujet.
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